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Intisari -- Portal berita online memiliki
aliran data yang sangat besar, namun
pengelompokan berita belum sesuai dengan konten
atau isi berita. Klasterisasi dokumen merupakan
teknik pengolahan teks tidak terbimbing dimana
tidak didefinisikan terlebih dahulu kategori atau
pembagian kelas di dalam pengelompokkan data
teks. Pengelompokan berita akan dilakukan dengan
klasterisasi dokumen K-means. Representasi data
diperlukan untuk mencari fitur yang akan digunakan
sebagai ukuran kemiripan dari setiap dokumen data
teks. VSM (Vector Space Model) telah banyak
digunakan sebagai model pembobotan teks, dimana
menggunakan algoritma tfidf sebagai ukuran bobot
tiap term (kata). VSM menggunakan ruang vektor
dalam representasi nilai bobot sama halnya dengan
algoritma perhitungan kemiripan kosinus. Algoritma
ini menghitung sudut dua vektor (pasangan
dokumen) di dalam ruang vektor. Berdasarkan
percobaan yang dilakukan, didapatkan pengaruh
dari penggunaan perhitungan kemiripan kosinus
dibandingkan dengan penggunaan fitur tfidf saja
dalam  klasterisasi dokumen. Evaluasi hasil
klasterisasi dilakukan dengan menghitung nilai
silhouette coefficient.

Kata  kunci;  klasterisasi  dokumen; tfidf;
perhitungan kesamaan kosinus; K-means

Abstract -- Online news websites have
massive data flow, but the grouping of it hasn't
appropriate with the content itself. Document
clustering is unsupervised text processing technique
where there is no defined category or class in
grouping text data. Document clustering was done
using K-means algorithm. Data representation
needed for finding feature as similarity measure for
each text document. VSM has been used in text
mining as a text weighting model that applied tfidf
algorithm as a weight. VSM uses vector space in the
representation of weight value, as well as cosine
similarity measure. This algorithm calculate angle of
two vectors in vector space. Based on the experiment,
we obtained the influence of the use calculation cosine
similarity compared with the use of tfidf feature in
document clustering. The result of document
clustering was evaluated by silhouette coefficient.

Keywords - document clustering, tfidf, cosine
similarity, K-means
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I. PENDAHULUAN

Kemudahan mencari berbagai informasi secara
online mempengaruhi semakin banyaknya jumlah
berita yang diterbitkan secara online, yang
berdampak semakin banyak pula aliran data teks
yang dihasilkan. Portal berita belum
mengelompokkan berita sesuai dengan kesamaan
konten di dalam berita. Oleh karena itu data teks
berita online perlu dikelompokkan berdasarkan
konten yang terkandung di dalamnya.

Klasterisasi teks dokumen merupakan bagian
penting dalam machine learning dan pengenalan
pola yang telah banyak diperluas penerapannya
pada pemrosesan bahasa alami. Klasterisasi teks
didefinisikan sebagai sebuah proses pengelompokan
koleksi teks ke dalam kelompok kategori yang
berbeda.

Klasterisasi dokumen menitikberatkan pada
kedekatan hubungan antara dua dokumen yang
kemudian akan dikelompokkan berdasarkan
kemiripan antar pasangan dokumen tersebut.
Pembahasan utama dari klasterisasi dokumen
adalah dokumen di dalam kategori yang sama akan
mempunyai kemiripan yang lebih banyak atau lebih
tinggi dibanding dokumen yang berbeda kategori.
Dalam mencari kemiripan teks di dalam dokumen,
teks direpresentasikan ke dalam bentuk numerik
yang akan mewakili nilai bobot dari setiap kata
pada setiap dokumen. Ekstraksi kata diperlukan
untuk mendapatkan fitur dari dokumen-dokumen
tersebut.

Fitur teks digambarkan dengan sebuah model
yaitu Vector space model. Proses dari vector space
model mencakup proses segmentasi kata, memilih
fitur kata dan menghitung bobot dari fitur kata serta
membangun ruang vector N-dimensi[1]. Bobot fitur
kata adalah persentase fitur bobot di dalam suatu
dokumen, yang digunakan untuk menunjukkan
tingkat pentingnya fitur kata di dalam dokumen.
Representasi data dengan tfidf diterapkan pada
pembahasan identifikasi topik[2], clustering[3][4],
dan klasifikasi[5][6][7].

Ada beberapa cara untuk menghitung nilai bobot
fitur kata, seperti frekuensi kata, fungsi akar, fungsi
logaritma, bobot tfidf, fungsi entropi, dsb. Bobot
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tfidf telah banyak digunakan penulis untuk
klasterisasi teks. Algoritma tfidf cukup sederhana
dan mempunyai nilai akurasi dan recall yang
tinggi[1][7][8]. Pada proses pembobotan akan
didapatkan fitur yang dapat digunakan untuk
melakukan klasterisasi terhadap koleksi dokumen di
dalam ruang vektor.

Perhitungan kesamaan Kkosinus merupakan
perhitungan fitur yang bekerja pada ruang vektor
[9][10]. Jika dilihat pada prosesnya, maka
perhitungan cosine similarity adalah proses lanjutan
dari perhitungan bobot dengan tfidf, yakni dengan
menghitung nilai kosinus antara dua vektor
dokumen di dalam VSM. Berdasarkan hal tersebut
maka timbul pertanyaan apakah pengaruh dari
perhitungan nilai kosinus terhadap nilai vektor hasil
perhitungan  tfidf yang  disebutkan  dapat
meningkatkan hasil Klasterisasi dokumen. Maka di
dalam paper ini akan dibandingkan Kklasterisasi
menggunakan fitur pembobotan tfidf dengan hasil
perhitungan kemiripan kosinus antara setiap
dokumen dari kumpulan teks.

Il. STUDI PUSTAKA

A. VSM dengan Fitur Pembobotan TFIDF (Term
Frequency — Inverse Document Frequency)

Fitur pembobotan kata adalah persentase bobot
fitur kata di dalam dokumen yang digunakan untuk
mengindikasikan tingkat pentingnya kata fitur di
dalam dokumen. Dalam merepresentasikan isi
dokumen dapat digunakan boolean atau angka
numerik. Vector space model merupakan teknik
yang digunakan untuk merepresentasikan dokumen
di dalam korpus, dimana term-term di dalam
dokumen direpresentasikan dalam bentuk vector.

di = (tia bio ..., 1K)

Setiap dokumen dipandang sebagai vektor
berdimensi n, dimana n merupakan jumlah term
yang terdapat di dalam kumpulan dokumen. TF-IDF
adalah metode yang digunakan untuk menghitung
bobot sebuah kata atau frase di dalam dokumen
dalam bidang text mining. ide utama TFIDF adalah
jika frekuensi term dari sebuah kata atau frase di
dalam dokumen tinggi, dan kata atau frase ini jarang
muncul di dokumen lain, maka dianggap bahwa
kata atau frase tersebut mempunyai kemampuan yg
baik di

dalam  membedakan kategori[1l]. TFIDF,
gabungan dari fitur TF(term frequency) dan IDF
yang dapat menunjukkan kemampuan sebuah kata
untuk mengekspresikan dokumen. Perhitungan nilai
pembobotan TFIDF dirumuskan dengan:

TFIDF;; = TF;; X log [nﬂ] @)

B. Perhitungan kemiripan kosinus

Klasterisasi dokumen adalah proses mempartisi
sekumpulan objek teks ke dalam Kklaster-klaster
sehingga teks di dalam klaster yang sama lebih
memiliki kemiripan satu sama lain dibanding teks
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pada Kklaster yang berbeda berdasarkan kriteria
tertentu[7]. Berbeda dengan kategorisasi teks atau
klasifikasi yang merupakan salah satu mesin
pembelajaran  terbimbing  dimana  kategori-
kategorinya telah diketahui dan ditujukan untuk
pelatihnan  dokumen.  Sebaliknya,  klasterisasi
dokumen merupakan bentuk pembelajaran tidak
terbimbing, dimana tidak ada kategori atau kelas
yang ditentukan terlebih dahulu, tetapi akan dicari
dokumen-dokumen vyang termasuk ke dalam
kelompok atau grup yang memiliki kemiripan satu
sama lain dengan mencari hubungan kesamaan
antar dokumen.

Perhitungan kemiripan kosinus merupakan
pengukuran  kemiripan antara dua vektor
berdimensi-n dengan menemukan sudut kosinus
antara keduanya. Jika diberikan dua vektor atribut,
A dan B, kemiripan kosinus dilambangkan sebagai
0, dengan rumus sebagai berikut[10]:

A-B

similarity = cos(f) = ——

[ANBI

Perhitungan kemiripan kosinus dapat dipandang
sebagai metode yang menormalisasi panjang
dokumen selama perbandingan.

C. Klasterisasi K-means

Data yang telah melalui tahap praproses dan
pemilihan fitur selanjutnya dapat digunakan dalam
proses clustering. Proses clustering pada penelitian
ini menggunakan metode K-means clustering.
Algoritma untuk melakukan K-Means clustering
adalah sebagai berikut:

1. Pilih K buabh titik centroid secara acak.

2. Kelompokkan data sehingga terbentuk K
buah cluster dengan titik centroid dari
setiap cluster merupakan titik centroid
yang telah dipilih sebelumnya.

3. Perbaharui nilai titik centroid.

4. Ulangi langkah 2 dan 3 sampai nilai dari
titik centroid tidak lagi berubah.

Pembaruan suatu titik centroid dari cluster ke-i
dihitung menggunakan rumus:

1 4
CL'Z _ZXEC,:X ( )
m;

Dimana

ci = centroid dari cluster Ci

mi = jumlah objek pada cluster ke-i
Ci = cluster ke-i

X = objek

Setelah titik K ditempatkan dalam ruang,
kemudian setiap data ditetapkan ke dalam cluster
berdasarkan  centroid terdekat menggunakan
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Euclidean distance. Euclidean distance
didefinisikan sebagai berikut:
D(x;,y;) = VZk(X!k S yz‘k)z
Q)

Dimana,
xi, = dua buah data yang akan dihitung jaraknya
K = jumlah cluster

I1l. METODOLOGI PENELITIAN

A. Data dan Alat Percobaan

Di dalam penelitian ini digunakan data teks
bahasa Indonesia yang di scrapping dari portal
berita www.kompas.com dengan total 350 dokumen
data berita online. Data diambil dari tujuh kategori
berbeda yang didefinisikan oleh kompas, dengan
jumlah data yang sama di setiap kategorinya.
Namun dalam penelitian ini data tersebut akan
dianggap tidak memiliki kategori khusus.

Penulis menggunakan program python untuk
mengolah data teks. Python merupakan bahasa
scripting yang memiliki kekuatan di bidang
pemrosesan teks. Dengan menggunakan interpreter,
bahasa tingkat tinggi ini mudah dipahami.

B. Tahap Pengolahan teks

Jalan penelitian ini dilakukan dengan tahapan
sebagai berikut:

Scrapping Scrapping
Pra-Proses Pra-Proses
Pembobotan Pembobotan
(tfidf) (tfidf)

v \/
Clustering® Perhitungan
cosine

\/
Clustering®

Gambar 1. Dua Proses Perbandingan

Pada penelitian ini dilakukan dua percobaan
kemudian dibandingkan hasil dari dua percobaan
tersebut. Proses 1 adalah proses Kklasterisasi
dokumen dengan pembobotan tfidf. Proses 2 adalah
Klasterisasi dokumen dengan pembobotan tfidf dan
perhitungan kemiripan kosinus.

Untuk sampai pada tahap clustering,
sebelumnya dilakukan pra-proses dengan langkah-
langkah sebagai berikut:
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Case Folding

Filtering

VAV

Stopword

Stemming

Gambar 2. Pra-proses dalam pengolahan teks

1) Case folding

Tahap ini mengubah semua huruf di dalam
dokumen ke dalam bentuk teks huruf Kkecil
(lowercase) dan yang diterima hanya huruf ‘a’
sampai ‘z’ saja.

2) Filtering

Filtering merupakan metode  untuk
menghapus kata-kata yang berbentuk karakter
non-alfabet (bukan teks) pada data yang telah
dikumpulkan. Pada proses filtering, dokumen
dibagi menjadi aliran kata-kata yang terpisah
kemudian menghapus tanda baca, serta
mengganti tab dan karakter non-teks lainnya
dengan spasi tunggal [11]

3) Stopword Removal

Metode ini bertujuan untuk menyaring
kata-kata yang tidak mempunyai makna yang
penting dan informasi, seperti konjungsi,
preposisi, dan lain-lain. Kata-kata yang memiliki
frekuensi kemunculan tinggi pada dokumen
dapat dikatakan hanya memiliki sangat sedikit
informasi, sehingga pada tahap ini kata-kata
tersebut dihilangkan.

4) Stemming

Stemming  merupakan  proses  yang
mengembalikan suatu kata berimbuhan ke dalam
bentuk kata dasarnya (stem)[9]. Proses ini
menghasilkan  kelompok kata dasar yang
diasumsikan memiliki makna yang sama, tetapi
berbeda secara bentuk sintaksis antara satu
dengan yang lain.  Stemming juga dapat
mengurangi ukuran file indeks. Proses nya
adalah dengan menghilangkan awalan, akhiran,
sisipan, dan kombinasi awalan dan akhiran
(confixes). Stemming memiliki banyak variasai
menyesuaikan dengan bahasa yang digunakan,
karena setiap bahasa memiliki aturan imbuhan
yang yang berbeda-beda.

. Skenario Pengujian
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EKS-

Proses Uji Coba dan JMLH | TRAKSI | MIN | MAX TF COSINE

Hasil DATA | FITUR | DF DF IDF SIMILARITY
|
10 (350;18) | 09 0.2 | 0.1725946 | 0.1955412
Penentuan

Jumlah Klaster 20 (350;18) | 0.9 0.2 | 0.1681842 | 0.1670321

il 30 (350;18) | 0.9 0.2 | 0.1519748 | 0.1561226

Pembobotan 40 (350;18) | 0.9 0.2 | 0.1537954 | 0.1400853

50 (350;18) | 0.9 0.2 | 0.1503367 | 0.1553235

390

. TABLE Il1I. TABEL HASIL SILHOUETTE COEFICIENT DENGAN
Perhitungan MIN_DF 0.9 DAN MAX_DF 0.3 DENGAN PENURUNAN TREN
Kesamaan Kosinus KLASTER
Kosinus JMLH | EKSTRAKSI | MIN | MAX COSINE
v DATA FITUR DF DF TF-IDF SIMILARITY
60 | (350;7) 0.9 0.3 | 05672463 | 0.5747953
Gambar 3. Alur Uji coba 61 | (350;7) 0.9 03 | 05540895 | 0.5676853
Proses Klasterisasi dokumen dilakukan dengan 62 | (350;7) 0.9 03 | 0.5649677 | 0.5737999
menggunakan fitur-fitur yang terpilih berdasarkan 63 | (350;7) 0.9 03 | 05688111 | 0.5742422
proses pemilihan fitur. Kemudian dilakukan dua 61 | (350: 09 03 | 05606052 | 056413
perbandingan Klasterisasi dokumen dengan hanya 4 | (350.7) : : 560605 5641354
menggunakan fitur tfidf saja dan klasterisasi dengan 65 | (350;7) 0.9 0.3 | 0.4584734 | 0.4648735
tfidf dilanjutkan dengan perhitungan kesamaan 70 | (@350:7) 0.9 03 | 04660146 | 0.4716348

kosinus. Hasil klasterisasi kemudian dievaluasi dan
dibandingkan dengan metode evaluasi silhouette
coeficient. ~ Skenario ini  dikerjakan  dengan
menghitung nilai silhouette dari hasil perhitungan
dengan bantuan pemrograman python. Dilakukan
tiga uji coba yaitu penentuan klaster terbaik dengan
menentukan nilai minimum dan maksimum fitur
yang sama, dan divariasikan jumlah cluster dengan
rentang 10 cluster sampai menemukan penurunan
tren hasil perhitungan silhouette coefficient. Apabila
terjadi penurunan nilai silhouette coefficient, maka
akan dilakukan pengujian dengan batas rentang
klaster sebelum dan sesudah penurunan hasil nilai
silhouette. Kemudian dari hasil percobaan dengan
tahap akhir penelitian ini yaitu melakukan diskusi
dan rekomendasi terkait analisis hasil yang
diperoleh.

Pada penelitian ini dilakukan percobaan seperti
skenario yang telah disebutkan sebelumnya.

TABLE I. TABEL HASIL SILHOUETTE COEFICIENT DENGAN
MIN_DF 0.9 DAN MAX_DF 0.1
EKS-
JMLH | TRAKSI | MIN | MAX TF COSINE
DATA FITUR DF DF IDF SIMILARITY
10 (350;117) 0.9 0.1 0.041286 0.0901976
20 (350;117) 0.9 0.1 0.041286 0.0901976
30 (350;117) 0.9 0.1 0.0725619 0.1176608
40 (350;117) 0.9 0.1 0.0786197 0.109742
50 (350;117) 0.9 0.1 0.0790469 0.1133906
60 (350;117) 0.9 0.1 0.0777289 0.1087345
TABLE I1. TABEL HASIL SILHOUETTE COEFICIENT DENGAN

MIN_DF 0.9 DAN MAX_DF 0.2
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Berdasarkan hasil uji coba dan analisis hasil,
maka dapat ditarik kesimpulan sebagai berikut:

Penelitian ini melakukan perbandingan alur
klasterisasi dengan membandingkan silhouette
coefficient antara fitur tfidf dan kombinasi fitur tfidf
dan perhitungan kesamaan kosinus. Setelah
dilakukan  pengujian didapatkan  perhitungan
kesamaan kosinus tidak selalu meningkatkan hasil
klasterisasi dokumen.

Nilai batas maksimal dan minimal dokumen
frekuensi berpengaruh pada pencarian jumlah
klaster terbaik. Fitur dengan hasil yang baik
dipengaruhi oleh semakin sedikitnya jumlah fitur
yang dihasilkan. Dari hasil percobaan didapatkan
nilai maksimal yang berarti batas atas pemilihan
fitur terbaik adalah 0.9, dengan batas bawah 0.3.
Hasil klasterisasi terbaik ialah jumlah klaster 63.
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